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Herausforderungen

Die Stromproduktion

wandert auf niedrigere

Netzebenen

Vorhersageintelligenz ist
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Strompreis und Stromkonsum folgen 
vorhersagbaren Zyklen
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Einfachste Intelligenzen sind klassischen 
statistischen Methoden weit überlegen
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Unser aktueller Ansatz

Meier/Schneider/Voss/Dhungel (2021) zeigen, dass künstliche neuronale Netze (KNN) zwar als 
vorherrschende Prognosemodelle eingesetzt werden, aber… hierbei eher auf klassische denn auf geeignete 
Typen gesetzt wird 

Anhand einer Periodizität lassen sich die Verbräuche als Vektoren in KNN einspeisen und somit können 
Energieverläufe im Zeitablauf gelernt werden, und eben nicht als skalare (punktuelle) Werte 

Je feingranularer die untersuchte Einheit ist, desto mehr hat man es mit stochastischen Sprungprozessen zu 
tun. Um diese so realitätsnah wie möglich abzubilden, eignen sich „Jump Diffusion Models“ also 
Kombinationen von Klassifikations- und Regressionsmodellen 

Klassifikationsmodelle erlauben die wahrscheinlichkeitsbasierte Zuordnung von Lastveränderungen

Regressionsmodelle geben Auskunft über den genauen Wert der Last zu bestimmten Zeitpunkten 

Die Energiedaten auf Quartiersebene sind Zeitreihendaten u.a. des täglichen Verbrauchs LSTM-Netze und 
kombinierte Varianten wie CNN-LSTM sind wesentlich besser geeignet 



Die Zukunft: Transformer

Vaswani et al. (2017) stellen erstmals Transformermodell vor

Mittlerweile Grundlage aller wesentlichen Weiterentwicklungen im 
Bereich der künstlichen Intelligenz – von LLM über 
Bildverarbeitung bis hin zu Prognosemodellen

Vereinfacht sind Transformer “künstliche Flaschenhälse” in der 
Konstruktionsstruktur künstlicher Neuronaler Netze. Sie führen zu einer
erheblichen Dimensionalitätsreduktion des Datenmaterials

Sehr viel schnellere Trainingszeiten, bessere Konvergenz der KNN bei
gleichzeitig besserer Prädiktionsfähigkeit.
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